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1 基本知识

Definition 1.1. 若∆2
k(X) ≤ ε2∆2

k−1(X), 则称X 是ε-Separated.其中，X 表示 Rd中的 n个输

入点构成的集合，∆2
k(X)表示对X 进行 k-means聚类时所得的最小代价（即最优解的 cost）

[5]。

Lemma 1.2. 对于任意点集 X = {x1, . . . , xn} ⊂ Rd，定义其均值为：

µ(X) =
1

n

∑
x∈X

x,

则有以下恒等式成立：

∀x ∈ X,
∑
y∈X

∥x− y∥2 = ∆2
1(X) + n∥x− µ(X)∥2,

进而有： ∑
x∈X

∑
y∈X

∥x− y∥2 = n∆2
1(X) + n

∑
x∈X

∥x− µ(X)∥2.

注意到右侧第二项等于 n∆2
1(X)，因此：∑

x∈X

∑
y∈X

∥x− y∥2 = n∆2
1(X) + n∆2

1(X) = 2n∆2
1(X).

Lemma 1.3. 设点集 X 被划分为两个子集 X1和 X2，记 n1 = |X1|, n2 = |X2|, n = |X|，则：

1. ∆2
1(X) = ∆2

1(X1) + ∆2
1(X2) +

n1n2

n
∥µ(X1)− µ(X2)∥2

2. ∥µ(X1)− µ(X)∥2 ≤ ∆2
1(X)

n
· n2

n1
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2 The 2-Means Problem

设 k = 2，µ1, µ2为最佳的两个子簇中心点。

假设：
∆2

2(X) ≤ ε2∆2
1(X)

算法：

1. 采样（Sampling）：从集合X 中随机选取一对点作为初始中心，选取点对 x, y ∈ X 的

概率与 ∥x− y∥2成正比 ( ∥x−y∥2∑
x,y∈X ∥x−y∥2 )。设 µ̂1, µ̂2为选出的两个中心点。

2.“Ball-k-Means”步骤：对于每个 µ̂i，以其为中心、半径为 r = ∥µ̂1 − µ̂2∥/3的球中，
计算集合 X 在该球内部分的质心，记为 µ̄i。返回 µ̄1, µ̄2作为最终中心。

运行时间（Running Time）：整个算法的运行时间为 O(nd)。步骤 (2)显然只需 O(nd)

时间。我们将证明：采样步骤可以在 O(nd)时间内实现。

考虑以下的两步采样过程：

(a) 首先，从集合 X 中选择一个点 x，其被选中的概率为：∑
y∈X ∥x− y∥2∑
x,y∈X ∥x− y∥2

=
∆2

1(X) + n∥x− µ(X)∥2

2n∆2
1(X)

（由引理 1.2得出）；

(b) 然后，从 X 中选择第二个中心 y，其被选中的概率为：

∥y − µ̂1∥2

∆2
1(X) + n∥µ(X)− µ̂1∥2

这个两步采样过程等价于步骤 (1)中的采样过程，即以如下概率选择点对 x1, x2 ∈ X：

∥x1 − x2∥2∑
(x,y)∈X ∥x− y∥2

由于 ∆2
1(X)可预先计算，因此每一步都只需 O(nd)时间。

Lemma 2.1. max(r21, r22) ≤ ε2

1−ε2
∥µ1 − µ2∥2 = O(ε2)∥µ1 − µ2∥2.其中 r2i =

∆2
1(Xi)

ni
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Proof. 根据引理 1.3的第 (1)点，有

∆2
1(X) = ∆2

2(X) +
n1n2

n
∥µ1 − µ2∥2,

这等价于
n

n1n2

·∆2
2(X) =

∥µ1 − µ2∥2 ·∆2
2(X)

∆2
1(X)−∆2

2(X)
.

这意味着：

r21 ·
n

n2

+ r22 ·
n

n1

≤ ε2

1− ε2
∥µ1 − µ2∥2.

假设 ρ = 100ε2

1−ε2
，我们要求 ρ < 1

4
，因此 ε2 < 1

401
。我们定义簇 Xi的核心为：

Xcor
i =

{
x ∈ Xi : ∥x− µi∥2 ≤

r2i
ρ

}
.

由Markov不等式可知，|Xcor
i | ≥ (1− ρ)ni，对 i = 1, 2成立。

Lemma 2.2. Pr [{ĉ1, ĉ2} ∩Xcor
1 ̸= ∅ 且 {ĉ1, ĉ2} ∩Xcor

2 ̸= ∅] ≥ 1− 4ρ.

Proof. 为简化表达，我们假设所有点按 1
∥µ1−µ2∥ 缩放（因此 ∥µ1 − µ2∥ = 1）。

由引理 1.3的 (1)部分可得：

∆2
1(X) = ∆2

2(X) +
n1n2

n
∥µ1 − µ2∥2 ⇒ ∆2

1(X) ≤ n1n2

n(1− ε2)
（因为∆2

2(X) < ε2∆2
1(X)）.

令 µ′
i为 Xcor

i 的质心。由引理 1.3 (2)（令 S = Xi，S1 = Xcor
i ）有：

∥µ′
i − µi∥2 ≤

ρ

1− ρ
r2i .

记事件发生的概率为 A/B，其中

A =
∑

x∈Xcor
1

∑
y∈Xcor

2

∥x− y∥2 =
∑

x∈Xcor
1

(
∆2

1(X
cor
2 ) + |Xcor

2 |∥x− µ′
2∥2

)
,

整理得：

A = |Xcor
1 |∆2

1(X
cor
2 ) + |Xcor

2 |∆2
1(X

cor
1 ) + |Xcor

1 ||Xcor
2 |∥µ′

1 − µ′
2∥2 ≥ (1− ρ)2n1n2∥µ′

1 − µ′
2∥2.

B =
∑

(x,y)⊆X

∥x− y∥2 = n∆2
1(X) ≤ n1n2

1− ε2
.
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结合 Lemma 2.1以及 ∥µ′
i − µi∥的上界，可得：

∥µ′
1 − µ′

2∥ ≥ ∥µ1 − µ2∥ − 2 · ρ

1− ρ
max(r1, r2) ≥ 1− 2ε

√
ρ

(1− ρ)(1− ε2)
≥ 1− ρ

5
√
1− ρ

.

综上：

A ≥
(
1− 2ρ− 2ρ

5
√
1− ρ

)
n1n2, 且

A

B
≥ 1− 4ρ.

Lemma 2.3. 对于任意的 i，我们有 Xcor
i ⊆ Bi ⊆ Xi� 因此 ∥µ̄i − µi∥2 ≤ ρ

1−ρ
· r2i。其中

Bi =
{
x ∈ X : ∥x− µ̂i∥ ≤ ∥µ̂1−µ̂2∥

3

}
.

Proof. 令

θ =
ε√

ρ(1− ε2)
≤ 1

10
�

根据引理 2.1，可得：

∥µ̂i − µi∥ ≤
√

ρ

1− ρ
· ri ≤ θ∥µ1 − µ2∥, 对i = 1, 2�

因此：
4

5
≤ ∥µ̂1 − µ̂2∥

∥µ1 − µ2∥
≤ 6

5
.

对任意 x ∈ Bi，有：

∥x− µi∥ ≤ ∥x− µ̂i∥+ ∥µ̂i − µi∥ ≤ ∥µ1 − µ2∥
2

�

所以 x ∈ Xi。对于任意 x ∈ Xcor
i ，由于：

∥x− µ̂i∥ ≤ 2θ∥µ1 − µ2∥ ≤ ∥µ̂1 − µ̂2∥
3

�

所以 x ∈ Bi。因此有 Xcor
i ⊆ Bi ⊆ Xi。

根据引理 1.3的第 (2)部分，取 S = Xi，S1 = Bi，并注意 |Bi| ≥ |Xcor
i |，可得：

∥µ̄i − µi∥2 ≤
ρ

1− ρ
· r2i �
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Theorem 2.4. 该算法返回的聚类，其代价最多为：
∆2

2(X)

1− ρ
,

并且以至少 1−O(ρ)的概率成功，算法运行时间为 O(nd)，其中：

ρ =
100ε2

1− ε2
�

Proof. 该解的总损失至多为：∑
i, x∈Xi

∥x− µ̄i∥2 =
∑
i

(
∆2

1(Xi) + ni∥µ̄i − µi∥2
)
≤ ∆2

2(X)

1− ρ
�

3 The k-Means Problem

假设：
∆2

k(X) ≤ ε2∆2
k−1(X)

算法：

1. 采样（Sampling）：我们按照如下方式选择 k个初始中心：首先如同在 2-means情况

中那样选取两个中心 ĉ1, ĉ2，即从 x, y ∈ X 中以与 ∥x − y∥2 成比例的概率进行选择。
假设我们已经选出了 i个中心 ĉ1, . . . , ĉi，其中 2 ≤ i < k。现在，从 x ∈ X 中随机选

择一个点，其被选中的概率正比于 minj∈{1,...,i} ∥x− ĉj∥2，并将其作为第 i+ 1个中心

ĉi+1。

2. (a)“Ball-k-Means”令 Bi表示在以 ĉi为中心、半径为 d̂i/3的球体内的所有X 中的

点的集合，c̄i为 Bi的质心。最终返回 c̄1, . . . , c̄k 作为最终的聚类中心。

(b) Centroid Estimation对于每个 i，我们将为簇 Xi构造一组候选中心，方法如下：

设定 β = 1
1+144ϵ2

。定义 ĉi 的扩展 Voronoi区域如下：对于任意 x ∈ X，令 ĉ(x)

表示使得 ∥x− ĉ(x)∥ = minj ∥x− ĉj∥的中心。令

R′
i ⊆ X = {x ∈ X : ∥x− ĉi∥ ≤ ∥x− ĉ(x)∥+ ∥ĉi − ĉ(x)∥/4} �

从 R′
i中独立且均匀地采样

4
βω
个点（其中 ω是给定的输入参数），得到一个子集

Si ⊆ R′
i。计算 Si中所有大小为 2

ω
的子集的质心，并将这些质心构成的集合记为

Ti。从候选集合 T1, . . . , Tk 中选出使总代价最小的一组中心 c̄1 ∈ T1, . . . , c̄k ∈ Tk，

并将其作为最终中心返回。
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Theorem 3.1 (Ball-k-Means). 假设∆2
k(X) ≤ ϵ2∆2

k−1(X)，其中 ϵ足够小，则该算法在时间复

杂度 O(nkd+ k3d)内，以至少 1−O(
√
ϵ)的概率返回一个代价不超过

1− ϵ2

1− 37ϵ2
·∆2

k(X)

的解。

Theorem 3.2 (Centroid Estimation). 假设 ∆2
k(X) ≤ ϵ2∆2

k−1(X)，其中 ϵ足够小，则存在一个

用于 k-means问题的多项式时间近似方案（PTAS），其以常数概率返回一个 (1+ω)-近似解，

算法运行时间为

O
(
2O(k(1+ϵ2)/ω)nd

)
�

Proof. 证明过程请参考 [5]定理 4.15和 4.16.

4 Beyond-Worst-Case 分析在 k-means 聚类中的几个重要方

向

除了本节课中讲到的稳定性分析和近似算法外，Beyond-Worst-Case分析在 k-means聚

类中还有以下几个重要方向，值得深入阅读和研究：

1. β-separated clustering：β-separated是一种几何分离性假设，要求不同簇之间的距离大

于簇内距离的 β倍。在此假设下，可以设计 k-means问题在多项式时间内的 (1+ ϵ)-近

似算法 [1, 3]。

2. Spectral Separability：[4]使用 Spectral方法来捕捉数据簇的良好结构条件，从而突破

worst-case的困难。

3. Perturbation Resilience：[2] 提出在“输入数据遭受微小扰动时，最优解应保持不变”

的鲁棒性假设。具有 γ-perturbation resilient性质的数据集通常表示其簇结构“天然明

确”，可以设计更高效的精确 k-means算法。
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