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Lecturer: 丁虎 Scribe: 王向禄

Coreset（核心集）是计算几何和机器学习中用于数据压缩与近似计算的强大工具。其目标
是从一个大型数据集 P 中提取一个较小的子集 S，使得在 S上计算的结果能够良好地近似

在 P 上的结果。

1 基本知识

Definition 1.1 (Coreset). 设有目标函数 f(P, c)，其中 c ∈ F 为解空间中的任意解。一个集合
S ⊂ Rd被称为 P 的一个 ε-coreset，若满足：

(1− ε)f(S, c) ≤ f(P, c) ≤ (1 + ε)f(S, c); ∀c ∈ F

其中 ε ∈ (0, 1)是误差容忍度。

结论：如果 C∗是 S 上的一个 α-approx solution，则 C∗是 P 上一个 α · 1+ε
1−ε

-approx solution。

Proof. 我们希望证明：如果 C∗ 是在核心集 S 上的一个 α-approx解，则它在原始数据集 P

上是一个 α · 1 + ε

1− ε
-approx解。

1. 在核心集上是近似解

f(S,C∗) ≤ α · f(S,Copt)

这是因为 C∗是在 S 上的一个 α-approx解。

2. 利用 coreset的性质估计上下界

根据 coreset定义，对任意 c有：

(1− ε)f(P, c) ≤ f(S, c) ≤ (1 + ε)f(P, c)

对 Copt 应用上界：

f(S,Copt) ≤ (1 + ε) · f(P,Copt)
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对 C∗应用下界：

f(S,C∗) ≥ (1− ε) · f(P,C∗) ⇒ f(P,C∗) ≤
1

1− ε
· f(S,C∗)

3. 合并不等式将以上不等式联立可得：

f(P,C∗) ≤
1

1− ε
· f(S,C∗) ≤

1

1− ε
· α · f(S,Copt) ≤

1

1− ε
· α · (1 + ε) · f(P,Copt)

最终推出：

f(P,C∗) ≤ α · 1 + ε

1− ε
· f(P,Copt)

因此，C∗是在 P 上的 α · 1 + ε

1− ε
-approx解。

2 构造方法

Definition 2.1 (k-median). 给定一个点集 P = {p1, p2, . . . , pn} ⊂ Rd 和一个正整数 k ≥ 1，

k-median 问题的目标是选择 k 个中心点 C = {c1, c2, . . . , ck} ⊂ Rd，并将 P 分配到这些中

心，使得以下目标函数被最小化：

1

n

n∑
i=1

min
1≤j≤k

∥pi − cj∥

其中 ∥ · ∥表示欧几里得距离（即 L2范数），也可根据应用选择其他距离度量。

Coreset构造方法：该算法包括以下两个主要步骤：

1. 将输入点集 P 划分为若干互不重叠的子集；

2. 从每个子集中进行随机抽样。

这些子集样本的并集即构成所需的核集（coreset）。

步骤一：划分点集 P

为简化表述，我们假设输入数据集 P 为非加权点集。对于加权情况，虽然分析结果仍

然成立，但误差界会略有恶化。
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设 A ⊆ P 是一个满足 [α, β]-bicriteria 近似的中心集合，用于逼近 P 的最优 k-median

聚类。形式上表示为：

A = {a1, . . . , am}, 满足 ν(A, P ) ≤ β · νopt(k, P ),

其中m ≤ αk，且 α, β ≥ 1为常数。

令 Pi ⊆ P 表示由中心 ai所服务的点集（即属于该中心的聚类），其中 i = 1, . . . ,m。定

义：

R =
ν(A, P )

βn

作为最优 k-median聚类平均半径的下界。

进一步设：

ϕ = ⌈log(βn)⌉

对于每个 i = 1, . . . ,m和 j = 0, . . . , ϕ，定义如下分区：

Pi,j =

Pi ∩ ball(ai, R), j = 0

Pi ∩ [ball(ai, 2jR) \ ball(ai, 2j−1R)] , j ≥ 1

Figure 1: 环状分区示意图（Ring Partitioning of P with respect to center ai）

我们称 Pi,j 为中心 ai 的第 j 个环状集合（ring set），如图 1 所示。易见，对于任意

点 p ∈ P，其恰好属于某一个 ring集合，因为所有点距离 A中所有中心的最大距离不超过
βnR。因此，这些 ring集合对点集 P 构成了一个不重叠的划分。为计算中心集合 A，我们
采用 Indyk提出的算法，时间复杂度为 O(nk)。
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Remark: 集合 Pi,j 的构造过程：

对于每个点 p ∈ P，首先计算其到所有中心的距离：

d(p, a1), d(p, a2), . . . , d(p, am)

由此可确定该点属于的最近中心 ai及其对应的簇 Pi。接着，根据 d(p, ai)与半径阈值 R的

关系，可立即确定其所在的 ring集合编号 j：

j =


0, 若d(p, ai) ≤ R⌈

log
(
d(p, ai)

R

)⌉
, 若d(p, ai) > R

这一过程可在O(mn)时间内完成。由于m ≤ αk且 α = O(1)，故总时间复杂度为O(αkn) =

O(nk)。

步骤二：随机抽样
设采样大小为：

s =

⌈
cβ2

ε2

(
k lnn+ ln 1

λ

)⌉
, (1)

其中 c是一个充分大的常数。

对于所有 i = 1, . . . ,m和 j = 0, . . . , ϕ，若 |Pi,j| ≤ s，则直接令：

Si,j = Pi,j.

否则，从 Pi,j 中以有放回的方式独立、均匀地随机采样 s个点，并为每个采样点赋予权重

|Pi,j|/s，从而构成加权集合 Si,j。我们假设 |Pi,j|/s为整数（可通过适当取整或补齐实现）。
最终，构造的核集 S 定义为：

S =
⋃
i,j

Si,j.

我们称该集合 S 是点集 P 的一个 (k, ε)-coreset。

分析
固定 ∀c = {c1, c2, . . . , ck} ⊆ Rd,定义距离函数 g(p, c) = min1≤i≤k ∥p− ci∥,对于 ∀p, p′ ∈

Pi,j 有：

|g(p, c)− g(p′, c)| ≤ 2j+1 ·R

利用 Hoeffding Bound,在 Pi,j 中取 x = Θ( 1
ϵ20
log 1

λ
)个点，以 1− λ的概率有：∣∣∣∣∣∣ 1

|Si,j|
∑
p∈Si,j

g(p, c)− 1

|Pi,j|
∑
p∈Pi,j

g(p, c)

∣∣∣∣∣∣ ≤ ε0 · 2j+1R
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同时有：∣∣∣∣∣∣
m∑
i=1

ϕ∑
j=0

∑
p∈Si,j

|Pi,i|
x

g(p, c)−
m∑
j=1

ϕ∑
t=0

∑
p∈Si,j

g(p′, c)

∣∣∣∣∣∣ ≤
m∑
i=1

ϕ∑
j=0

ε0 · 2j+1R · |Pi,j| ≤ 4ϵ0 · ν(A, P )

for j ≥ 1.

Theorem 2.2. 对于所有大小不超过 k的集合 C ⊆ P，有：

|ν(C,P )− ν(C, S)| ≤ εν(C,P ),

成立的概率至少为 1−m(ϕ+ 1)λ, x = O(α
2

ϵ2
log klogn

λ
),所以 |S| = O(mϕx)。

性质：

1. 如果 S1 和 S2 分别是两个互不相交的集合 P1 和 P2 的 (k, ε)-coreset，则 S1 ∪ S2 是

P1 ∪ P2的一个 (k, ε)-coreset。

2. 如果 S1 是 S2 的一个 (k, ε)-coreset，且 S2 是 S3 的一个 (k, δ)-coreset，则 S1 是 S3 的

一个 (k, (1 + ε)(1 + δ)− 1)-coreset。

Merge-Reduce Tree:

Figure 2: Merge-Reduce Tree

1. 叶节点为 1到 12，表示最底层的数据块。

2. 节点 3, 6, 10, 13分别合并子节点。

3. 节点 7和 14进一步合并，最终合并为根节点 15。

主要应用于流数据更新 Coreset.
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3 Importance Sampling

设 {q1, q2, . . . , qn} ⊆ [0,∆]。

根据 Hoeffding不等式，若均匀采样点数为 m = O
(

∆2

ε2
log 1

δ

)
,则以 1 − δ 的概率，误差不

超过 ε。但是当 µ = 1
n

∑n
i=1 qi ≪ ∆时，均匀采样效果不好。

如果对所有数据点做变换：

qi → q̄i =
ϕ

n · ϕi

· qi, 0 ≤ q̄i ≤ ϕi, ϕ =
1

n

n∑
i=1

ϕi

采样概率为：

Prob(q̄i) =
ϕi

ϕ

期望不变：
n∑

i=1

Prob(q̄i) · q̄i =
n∑

i=1

ϕi

ϕ
· ϕ

n · ϕi

· qi =
1

n

n∑
i=1

qi

∀i, q̄i ∈ [0,
ϕ

n
], qi ∈ [0,∆]

所以样本复杂度变为m = O
(

ϕ2

n2ε2
log 1

δ

)
。
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